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Zusammenfassung. Es wird eine neuartige Methodik zur merkmals-
gesteuerten Segmentierung vorgestellt, die eine Verallgemeinerung des
Constrained Region Growings (CRG) darstellt. Dazu werden Unterschei-
dungsmerkmale von Objekten aus einer Datenbasis verwendet, um mit
diesen Merkmalen weitere Objekte zu segmentieren. Die Merkmale wer-
den automatisch bestimmt und ein Klassifikator aufgebaut. Dieser wird
zusammen mit den Merkmalen in den Segmentierungsprozess zuriickge-
koppelt. Mit dieser Methode werden Objekte der selben Problemklasse
segmentiert und mit den Ergebnissen eines normalen Regionenwachs-
tums verglichen.

1 Einleitung

Die Unterscheidbarkeit verschiedener Objekte, z.B. unterschiedlicher Blutzellen
in Mikroskopbildern, basiert hiufig auf der Qualitdt der Segmentierung der ein-
zelnen Objekte. Durch die Segmentierung werden die Objektgrenzen ermittelt
und das Objekt vom Hintergrund getrennt. Aus den segmentierten Objekten
wird durch die Merkmalsextraktion eine formale Beschreibung abgeleitet, mit
der die Objekte klassifiziert werden. Die Segmentierung stellt folglich einen wich-
tigen Schritt dar, der sehr genau durchgefiihrt werden sollte.

Meist wird die Segmentierung manuell durchgefiihrt, da menschliche Ex-
perten hierzu sehr gut in der Lage sind. Manuelle Segmentierungen sind zeit-
aufwindig, daher sollten Bilddaten automatisch ausgewertet werden. Dazu
miissen automatische Segmentierungsverfahren verwendet werden. Das Ergebnis
einer automatischen Segmentierung sollte dem einer manuellen Segmentierung
durch einen Experten (Goldstandard) qualitativ gleichwertig sein, sonst kénnen
wichtige Unterscheidungsmerkmale, z.B. die Morphologie, verloren gehen. Da-
durch wiirde sich auch das Klassifikationsergebnis verschlechtern.

Einfache Segmentierungsverfahren kénnen bei verminderter Bildqualitit oder
komplexen Objekten versagen [1]; Expertenwissen iiber die zu segmentieren-
den Objekte in eine fiir den Rechner versténdliche Form umzusetzen ist oft nur
schwer moglich. Daher wurde eine Methodik entwickelt, mit der der Segmentie-
rungsprozess problemabhéngig modifiziert wird. Die vorgestellte Methodik soll
geméif den Voriiberlegungen eine dem Goldstandard vergleichbare und somit im
Sinne der nachfolgenden Klassifikation gute Segmentierung produzieren.
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2 Stand der Technik

Eines der am h&ufigsten verwendeten Segmentierungsverfahren ist das Region
Growing [2]. Aufgrund eines festen Homogenitéitskriteriums werden Pixel zu
Regionen zusammengefasst. Meist wird dazu der Gradient eines Bildes mit ei-
ner Schwelle 8 verwendet. An unscharfen Kanten oder Verldufen der Bildob-
jekte kann die Segmentierung versagen. Durch eine Anpassung des Homoge-
nitétskriteriums an das Segmentierungsproblem versuchen wir, dies zu vermei-
den. Die Homogenitiit einer Region ist durch die Ahnlichkeit der sie bildenden
Elemente gegeben, z.B. Gradient, dhnliche Textur innerhalb der Region oder
spezielle Auspriagungen des Regionenrandes. Wir verwenden das Seeded Region
Growing [2,3,6], bel dem die Regionen von einem Saatpunkt ausgehend wachsen.

Es existieren Methoden, ein Regionenwachstum mit (zusétzlichen) vom Gra-
dienten verschiedenen Randbedingungen zu versehen. Dadurch entstehen andere
Segmentierungen als beim normalen Region Growing. Diese Form der Segmen-
tierung wird bisher als Constrained Region Growing (CRG) [2,6] bezeichnet.
Die wenigen beschriebenen CRG—Algorithmen sind mit nur wenigen Randbe-
dingungen aufgebaut, die zudem empirisch fiir die Problemstellung ausgew&hlt
werden.

Warfield et al. beschreiben ein solches CRG in [6]. Sie verwenden zusétzlich zu
beobachteten Unterscheidungsmerkmalen Expertenwissen in Form eines anato-
mischen Atlanten zur Formulierung ihrer Randbedingungen (engl.: constraints).

Pohle et al. [3] schdtzen mittels des Gradienten und einfacher morphologi-
scher Eigenschaften die Homogenitdt wihrend der Segmentierung und passen
die Segmentierungsparameter dementsprechend an.

Die folgenden Ansétze basieren zwar nicht auf Region Growing, verwenden
jedoch verschiedene Randbedingungen zur Steuerung von Segmentierungsalgo-
rithmen: Metzler et al. [4] segmentieren wissensbasiert. Aus einer Datenbasis von
Regionenbildern werden mit evolutionédren Algorithmen neue Regionenbilder er-
zeugt. Dazu fassen sie die Segmentierung als hochdimensionales Optimierungs-
problem auf und kombinieren ein globales und ein lokales Optimierungsverfahren
zu einem iterativen Schema, das verschiedene Bildeigenschaften als Randbedin-
gungen fiir die Segmentierungen verwendet.

Paclik et al. [5] benutzen Eigenschaften aus Spektralbildern, um Randbe-
dingungen fiir ihre texturbasierte Segmentierung zu schaffen. Dazu verwenden
sie uniiberwachtes Clustering zur Segmentierung. Texturlose Objekte kénnen
so nicht gefunden werden. Uniiberwachtes Clustering vergroflert das Risiko, die
Pixel in falsche Klassen einzusortieren.

Ginneken [7] und Cremers [8] beschrianken ihre Segmentierungsméglichkeiten
durch statistische Modelle der dufleren Form, die von Trainingssets abgeleitetet
sind. Objekte, von denen die Grundgesamtheit ihrer Formen nicht geschétzt
werden kann oder solche, deren Form nicht ausschlaggebend ist, kénnen auf
diese Weise nicht segmentiert werden.

Die in der Literatur beschriebenen Segmentierungsverfahren, die zusétzliche
Randbedingungen vorgeben, sind stark anwendungsspezifisch. In unserem An-
satz werden die bendtigten Randbedingungen fiir die Segmentierung vom Algo-
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rithmus selbst gew#hlt und in die Segmentierung zuriickgekoppelt. Die Randbe-
dingungen bestehen aus Merkmalen zur Unterscheidung verschiedener Objekt-
klassen. Durch ein breites Spektrum von verwendbaren Merkmalen wird eine Un-
abhéngigkeit von menschlichen Beobachtungen sichergestellt. Aulerdem kénnen
so Merkmale eingebunden werden, die der Mensch nicht beriicksichtigen kann,
z.B. auch Feinheiten der Textur.

3 Merkmalsgesteuerte Segmentierung

Zunéchst wird die Methodik fiir eine allgemeine merkmalsgesteuerte Segmentie-
rung vorgestellt. Danach folgt eine Beschreibung der Anwendung dieser Metho-
dik fiir mikroskopische Grauwertbilder angeférbter Blutzellen.

Ausgehend von einer Datenbasis digitaler Bilder und ihrer Referenzsegmen-
tierungen wird im ersten Schritt ein Klassifikationssystem aufgebaut: Die Ei-
genschaften oder Merkmale My (z.B. Grauwerte, Texturen, ...) der Regionen
werden berechnet. Mittels einer Merkmalsselektion werden nur die treffendsten
n Merkmale MF zur Beschreibung der Objekte ausgew&hlt. Die ausgewéhlte
Merkmalskombination besteht aus denjenigen Merkmalen, die die verschiedenen
Regionen gut trennen. Sie beschreibt auch, in welchen Merkmalen sich Regionen
der gleichen Klasse besonders dhneln. Ein Klassifikator C'r erstellt Trenngrenzen
zwischen den verschiedenen Klassen von Objekten (Zellkern, Zellplasma, ...).
Fir den Klassifikator l4sst sich, da die Grundgesamtheit der Objekte nur durch
eine Stichprobe représentiert ist, ein Generalisierungsfehler Fg schitzen. Das
Regionenwachstum arbeitet pixelbasiert, daher werden zusétzlich pixelbezogene
Eigenschaften Mp aus der Datenbasis extrahiert, z.B. aus einem 3 x 3 Fenster
um jedes Pixel. Aus diesen werden ebenfalls die m treffendsten Merkmale M}
selektiert. Diese Merkmale stellen die innere Homogenitit der Objekte dar. Es
wird ein zweiter Klassifikator C'p aufgebaut, der die Pixel der Objekte und des
Hintergrunds gut unterscheiden kann.

Die gewonnen Daten werden im zweiten Schritt in einem CRG-Algorithmus
verwendet. Dabel handelt es sich um die Klassifikatoren sowie die Merkmals-
mengen M7 und MF%. Ausgehend von einem Startpunkt werden die M3 jedes
Nachbarn berechnet. C'p entscheidet iiber die Regionenzugehérigkeit der Nach-
barn. Dieses Vorgehen erzeugt Regionen, die in den Pixeleigenschaften homogen
sind. Nach der Segmentierung wird von Cg tiberpriift, ob die entstandenen Re-
gionen der Zielklassifikation gerecht werden, d.h. die Regionenmerkmale werden
extrahiert und die Regionen entsprechend klassifiziert.

Die vorgestellte Methodik wird auf mikroskopische Grauwertbilder an-
gefdrbter Blutzellen (speziell Lymphozytenkerne) angewendet. Dazu wird
auf eine von Experten vorsegmentierte Stichprobe von 39 Lymphozyten
zuriickgegriffen. Jeder Lymphozytenkern wurde von 2 Experten 5 mal manuell
segmentiert, um die Inter—/Intra—Observer—Variability zu begrenzen. Die Klas-
senzugehorigkeiten der verschiedenen Regionen (Zellkern, ...) sind bekannt.
Wir gehen davon aus, dass die manuelle Segmentierung es im vorliegenden Fall
ermoglicht, die genaueste Beschreibung der Objekte in Form von Merkmalen
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Abb. 1. Lymphozytensegmentierungen. Oben: Original und herkémmliches Region
Growing bei verschiedenen Schwellwerten. Unten: manuelle Segmentierung und Cons-
trained Region Growing. Die schwarzen Bereiche stellen die jeweilige Segmentierung des
Kerns abhéngig vom Schwellwert des Gradienten 6§ dar. Das CRG beinhaltet den Gra-
dienten und die statistischen Mafle Mittelwert, Standardabweichung, Mazimaler Grau-
wert, Schiefe, Kurtosis und FEntropie.
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zu erstellen, was zu einer optimalen Klassifikation flihrt. Der Startpunkt
fiir das CRG wurde manuell vorgegeben. Es wird nur die 4er Nachbarschaft
beriicksichtigt, um einzelne diagonale Regionenverschmelzungen zu vermeiden.
Bei den verwendeten Merkmalen handelt es sich im vorliegenden Fall um 6
statistische Merkmale (s. Abb. 1). Der Klassifikator Cp ist ein Baumklassifikator,
der die Schwellwerte fiir jedes Merkmal M} zu einer Entscheidung kombiniert.

4 Ergebnisse

Die resultierenden Segmentierungen zeigen gegeniiber dem normalen Region
Growing erhebliche Verbesserungen. Als objektives QualitidtsmaBl werden der
Mean—Square-Error (MSE) und der Root-Mean—Square-Error (RMSE) zur Re-
ferenzsegmentierung aus der Datenbasis verwendet (s. Tab. 1). Visuell betrachtet
werden Fehlsegmentierungen stark verringert.

5 Diskussion

Es wurde ein neuartiger Ansatz fiir die merkmalsgestiitzte regionenbasierte Seg-
mentierung vorgestellt. Der klassische Zuordnungsprozess iiber den Gradienten
und einen Schwellwert wird auf anwendungsspezifische deskriptive Merkmale fiir
Pixel und Regionen und geeignete Klassifikatoren erweitert. Die Homogenitét
wird durch Informationen aus vorsegmentierten Objekten und deren Merkma-
len beschrieben und als Randbedingung fiir das Constrained Region Growing
benutzt. Diese Randbedingung wird automatisch ermittelt.
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Tabelle 1. Segmentierungsqualitidt. Wahrend beim normalen Regionenwachstum MSE
und RMSE fiir § > 6 fast immer steigen, sinken sie bei unserer Methode stetig ab.

9 [MSE(RG)| MSE(CRG)| RMSE(RG)| RMSE(CRG)
6| 4360 4376 66 66
7| 14231 4023 119 63
8 | 16987 1966 130 44
10| 16914 1460 130 38

Im vorgestellten Anwendungsbeispiel wird aus Griinden der Einfachheit und
Rechenzeit nur auf 6 ausgewidhlte statistische Merkmale und einen einfachen
Baumbklassifikator zuriickgegriffen. Die Segmentierungsergebnisse sind besser als
beim normalen Region Growing. Wir verwenden z. Zt. maximal 75 Merkmale sta-
tistischer, geometrischer und texturieller Natur und verschiedene Selektor/Klas-
sifikator-Kombinationen, die wir manuell in die Segmentierung einfiigen. Diese
Riickkopplung kann jedoch automatisch stattfinden. Die Komplexitit gegeniiber
herkémmlichen Segmentierungsmethoden steigt stark an, da im ungiinstigsten
Fall fiir jedes Pixel alle Eigenschaften der Umgebung berechnet werden miissen.
Eine Beschriankung auf weniger Eigenschaften kann hier Abhilfe schaffen. Aller-
dings kann dadurch die Qualitdt der Segmentierung sinken.
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